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Data Mining in Strukturierten Objekten

Bis jetzt:
Datenobjekte werden durch Feature-Vektoren reprasentiert:
Aber:

 reelle Objekte konnen durch viele unterschiedliche
Informationen charakterisiert werden.

=> Nicht alle Objekte lassen sich gut als Vektor von
Grunddatentypen darstellen

» unterschiedliche Bedeutung der Features

 Strukturierung der Objekte durch Teilobjekte integriert
zusitzlich Information.

 Integration von Domain-Knowledge durch Ausnutzen der
gegebenen Modellierung
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Arten von Strukturierten Objekten

1. Multireprasentierte Objekte:
Tupel aus Objekten unterschiedlicher Objektraume.
Bsp.: Farbverteilung und Texturbeschreibung eines Pixelbilds

2. Multi-Instanz Objekte:

Mengen aus Objekten. Alle Objekte sind Element des gleichen Objektraums
Bsp.: Konfigurationen eines Molekiils, Warenangebot eines Handlers,..

3. Sequenzen
Abfolge von Objekten i.d.R. des gleichen Objektraums
Bsp.: Videos, Audio-Daten, Aminosdureketten, Zeitreihen...

4. Béume
Béume aus Objekten, wobei Knoten und Kanten durch andere Objekte beschrieben sein kdnnen.
Bsp.: Stammbiume, XML-Dateien...

5. Graphen
gerichtete/ungerichtete Graphen aus Objekten, wobei Knoten und Kanten durch andere Objekte
beschrieben sein kdnnen.
Bsp.:Proteine, Bildsegmente, ...
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Auswabhlkriterium fiir Grad der Strukturierung

Jede Struktur kann als Spezialfall von Graphen aufgefasst werden.
Aber:

* haufig haben Teilobjekte keine bekannte Beziehung zueinander
* Beziehung zwischen Objekten ist oft vernachlidssigbar

* Verwendung von graphstrukturierten Daten sehr aufwendig
- Graph-Isomorphie ist nicht polynomiell berechenbar
- Subgraph-Isomorphie ist NP-hart

Fazit: Die verwendete Strukturierung der Daten sollte so einfach wie moglich
sein, aber die wesentlichen Merkmale erhalten.

Bsp: Zum Vergleich 2er Videos ist die zeitliche Abfolge von Szenen haufig nicht
relevant. 2 Videos konnen schon als dhnlich betrachtet werden, wenn sie
dhnliche Szenen in unterschiedlicher Reithenfolge enthalten.

(Sequenz von Szenen => Menge von Szenen)
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Grundsituation
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Griinde fiir Multireprisentierte Objekte:

» unterschiedliche Featuretransformationen

» unterschiedliche Messtechniken

» unterschiedliche Aspekte desselben Objekts

Instanz 1

Instanz 2

Instanz 3

I:> Multirepréasentierte Objekte
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Was sind Multireprasentierte Objekte ?

Weitere Anwendungen mit multireprisentierten Daten: » ,
* CAD-Bauteile: Voxel, Polygonziige, Formhistogramme ... - N/{\ Lo
),

* Biometrische Daten: Sprachmuster, Gesichtsziige,
Fingerabdriicke...

Formal:
 Objektreprisentation o = (7,,..,r,) € R;x.x R, ,
wobei R, ein Darstellungsraum fiir die i-te Komponente mit 1 <i<n.

* R, =0, U{-}, wobel O is a Featureraum
und “-” ein Symbol fiir fehlende Instanzen.
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Probleme mehreren Repriasentationen

Grundproblem:

« alle notwendigen Informationen sollen dem Algorithmus zur Verfiigung
stehen => Verwende alle verfiigbaren Informationen

« zu viele unnotige Features konnen das Ergebnis negativ beeinflussen =>
Verwende nur notwendige Features

Standard Losungsansatz:

1. Bilde einen gemeinsamen Feature-Space aus allen Features jeder
Représentation.

Benutze Feature-Reduktion oder Feature-Selektion.
3.  Wende Data Mining auf reduzierten Feature-Raum an.

q Data Mining
Feature-

Selektion 305

Vereinigen




Probleme bei1 mehreren Reprasentationen

Probleme des Standard-Ansatzes :
* nicht alle Features sind vergleichbar.
» Worthdufigkeit und Farbhéufigkeit bei Bildern
* Aminosdurehdufigkeit und Zellmilieu bei Proteinen

* bei Nebeneinanderstellen unterschiedlicher Arten von Features, entsteht
Informationsverlust bzgl. Vergleichbarkeit der Features

Losungsansatz:

= Data Mining Algorithmus erhélt Tupel aus Feature-Vektoren
oder anderen Objektdarstellungen.

= Relevanz fiir Problem ist hdufig auf Ebene der Reprisentationen zu
entscheiden.
Beispiel: Spielen Farben ein Rolle bei Bilddhnlichkeit?

= hochdimensionale Daten konnen besser verarbeitet werden,
indem Features nach Bedeutung gruppiert betrachtet werden.
=>Wissen liber Zusammengehorigkeit der Features bleibt erhalten.

= Verwendung von Ensemble Techniken
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Multireprasentierte Algorithmen

Moglichkeit zur Kombination mehrerer Reprdsentationen:
/
1.

Kombination auf Feature-Ebene:

» unterschiedliche Merkmale werden aus verschiedenen Reprisentationen in einen
Feature-Vektor vereint.

* Feature-Selektion oder Selektion der Représentation sollen irrelevante Information
ausschlieBen.

Bereits behandelt in Kap.2

%
<

N

2. Kombination der Distanzen und Ahnlichkeiten:
Bestimme Objektéhnlichkeit in jeder Repréisentation
und kombiniere Ahnlichkeitsaussagen.

3. Kombination auf Muster-Ebene:

Bestimme Muster in jeder Représentation und kombiniere die Muster zu allgemeinen
Mustern.
Bsp: Kombination der Klassenwahrscheinlichkeiten aus mehreren Reprédsentationen.

N /
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Kapiteliibersicht

6.1 Einleitung
Grundproblematik und Motivation

6.2 Multireprisentierte Ahnlichkeits- und Distanzfunktionen
Lernen von Kombinationsregeln, Normalisierungen

6.3 Klassifikation mit Multireprésentierten Objekten
Kombination von Klassifikatoren

6.4 Co-Training
Verwendung mehrerer Reprasentation zum Labeln neuer Trainingsobjekte

6.5 Multireprasentiertes Clustering
dichtebasiertes Clustering, partitionierendes Clustering
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6.2 Multireprisentierte Ahnlichkeits- und Distanzfunktionen

Integration der verschiedenen Repréisentationen iiber Kombination
von AhnlichkeitsmaBen oder Distanzen.

Idee: Erhalte die Trennung der einzelnen Repriasentationen bei
und kombiniere auf Ebene der Ahnlichkeitsaussagen.

Beispiel: gewichtete Linear-Kombination
d,(0,,0,): lokale Metrik oder lokaler Kernel in R;

Dkombi(01902): ZWi 'di(olaaz)

R;eR
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Normalisierung

Der Wertebereich von Distanzen in unterschiedlichen Reprédsentationen
kann sich stark unterscheiden.

—>Normalisierung der Ahnlichkeits- und Distanzwerte ist essentiell

Normalisierung mit Erwartungswert: Sei 1" der Erwartungswert
aller Distanzen, die in Reprisentation R; beobachtet wurden.

dgrig 0’
d,(0.q) =400
Iu.

1

Bereichs-Normalisierung:

d;"™ (0,) ~minld"* (r,5)]

max{df”g(r,s)}—mig{d;”g (r,s)

r,seD

d.(0,q) =
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Gewichtung der Reprasentationen

» Normalisierung erzeugt Vergleichbarkeit bzgl. der Wertebereiche.

» Semantische Aussage der Repréasentationen ist nicht so einfach
bestimmbar. Z.B.: Ist ein sehr dhnliches Farbhistogramm weniger
aussagekriftig als eine sehr dhnliche Textbeschreibung?

= Gewichtung der Reprasentationen ist essentiell fiir Nutzen
Annahme gewichtete Linearkombination: D,,,,, (0,,0,)= D w,-d, (0,,0,)
R;eR

* Auswahl durch Domain-Experten

 Integration in das Optimierungsproblem des Klassifikators
(Hyper-Kernels und SVMs)

» explizites Lernen von Gewichten
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Lernen von Gewichten

Formuliere Ahnlichkeit als lineares Klassifikationsproblem:
Normalenvektor der trennenden Hyperebene setzt sich aus Gewichten zusammen:
Trainingsobjekte: Paare von dhnlichen und unidhnlichen Objekten
Klassen: {,,ahnlich*,““undhnlich*}
Feature-Space: Abstandsvektor, v, = d,(x,y) fiir alle Represenation R; 1<i<n
Vorgehen:
» Bestimme Abstandsvektoren auf DB-Sample
(Vorsicht: Es gibt quadratisch viele Abstandsvektoren! => Sample)
» Trainiere linearen Klassifikator

* Bestimme Gewichtungsvektor aus Normalenvektor der Trennebene (MMH).

d,(x.y)
\ unédhnliche Objektpaare
Gewichtsvektor ﬂ

[
ihnliche Objektpaare /%
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Kombination von Distanzen/Ahnlichkeiten

Bemerkungen:

» Vorsicht: lineare Klassifikatoren garantieren keine positiven
Gewichte fiir alle Reprasentationen!

» Alternativ kann auch der gelernte Klassifikator direkt zur
Kombination der Ahnlichkeiten bzw. Distanzen verwendet
werden. In diesem Fall ersetzt die Wahrscheinlichkeit fiir die
Klasse ,,undhnlich* die Distanz.

* Bei komplexeren Kombinationsregeln miissen die Metrik- bzw.
Kernel-Eigenschaften erneut gepriift werden, falls das
anschlieende Data-Mining-Verfahren diese Eigenschaften
benotigt.
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Multi-Reprisentierte Ahnlichkeitsschitzer

Bisher:
* Distanzmetrik/Skalarprodukt = (Un-)dahnlichkeitsmal}

« Ahnlichkeit ist linear und kann beliebig gro werden (Kernel) oder
Unihnlichkeit ist linear und kann unendlich ansteigen.

» Kombinationen von Gewichtungsfunktionen brauchen Trainingsbeispiele

Aber:

+ Ahnlichkeit und Unihnlichkeit sind beschrinkt:
« ab einer gewissen Ahnlichkeit werden Objekte als gleich wahrgenommen
« man unterscheidet ab einer gewissen Unédhnlichkeit nicht weiter

+ Trainingsbeispiele, die die Ahnlichkeit 2er Objekte beschreiben sind schwer zu
erzeugen. (Selbst Menschen labeln hiufig inkonsitent!)

* Ein und derselbe Distanzwert kann bei unterschiedlicher Objektidhnlichkeit
beobachtet werden.
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Multi-Reprisentierte Ahnlichkeitsschitzer

Losungsansatz:

Beschreibe Ahnlichkeit, als Wahrscheinlichkeit, dass ein
Benutzer beide Objekte als dhnlich betrachtet.

—> Abstand in einer Reprisentation wird zu einem Feature das
statistisch mit der Ahnlichkeitsaussage korreliert ist.

= Ahnlichkeit wird also als bedingte Wahrscheinlichkeit
angesehen.

= Die Undhnlichkeitswahrscheinlichkeit kann dann als Ranking-
Kriterium fiir Ahnlichkeitsanfragen, KNN-Klassifikatoren und
distanzbasierte Algorithmen verwendet werden.
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Multi-Reprisentierte Ahnlichkeitsschitzer

Beobachtung: Betrachte Distanzen und Ahnlichkeitsaussagen.

Distanzen die sehr wahrscheinlich zwischen

/ ahnlichen Objeketen beobachtet werden

*»
4 P
09 ;‘#"‘:»‘.’ a0y

PP A b 3

1 - 3 o0 8% g RS . .
@or ‘gg”;"* . < mehrdeutige Distanzen
8 0.6 ¢
w 05 . . .
2. Distanzen die mit
o geringer |
Eoz |  Wahrscheinlichkeit
» auf Ahnlichkeit

0 schlie3en lassen

distance value

= Distanzen sind nur fiir groBe und kleine Werte mit
Ahnlichkeit korreliert.

= mittlere Distanzen konnen alles bedeuten. 136

Multi-Reprisentierte Ahnlichkeitsschitzer

Idee:
* Modelliere die Unsicherheit der Aussage als Wahrscheinlichkeitsdichte.

+ zur Bestimmung der Ahnlichkeit werden zuniichst 2 Verteilungen iiber die Distanzen
von dhnlichen und unidhnlichen Objekten betrachtet.

* die Verteilung der Unsicherheit kann dann als kombinierte Wahrscheinlichkeit
betrachtet werden, dass beide Verteilungen den gleichen Distanzwert liefern.

* Die Unsicherheit in einem Interval von Distanzen wird dann wie folgt berechnet:

_a
f)ambigunus (a’ b) T

Psim pambigou Pdissim

W'keitdichte.

» Distanzwert
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Multi-Reprisentierte Ahnlichkeitsschitzer

Ein Distanz hat eine sichere Aussage, wenn sie nicht zweideutig ist:

» eine sichere Aussage bei der die Distanz kleiner ist als die Mehrzahl der
unsicheren Aussagen deutet auf Ahnlichkeit hin.

p ambigous

W'keitdichte.

Distanzwert

» eine sichere Aussage bei der die Distanz grof3er ist als die Mehrzahl der
unsicheren Aussagen deutet auf Undhnlichkeit hin.

s

p ambigous

W'keitdichte.

Distanzwert
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Multi-Reprisentierte Ahnlichkeitsschitzer

Die Wahrscheinlichkeit, dass 2 Objekte bzgl. einer Repréisentation
dhnlich sind kann man also folgendermaflen bestimmen:

szm (01 > 02) deﬁmte (d (01 > 02 ) < 5) ambzguous (dz (01 4 02 ) e 5)

Kombiniert man diese Wahrscheinlichkeiten fiir alle Reprasentationen

ergibt sich folgendens Ahnlichkeitsmal:

FPoy 01902 I ILs1m 01902 Zln( sim 01’02 )

Wird eine Dlstanz benotigt w1rd das Komplement verwenden:

Prissin 01902 HLdzsszm 01302 Zln( L jissim 01902 )
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Multi-Reprisentierte Ahnlichkeitsschitzer

Wie bestimmt man die Dichtefunktionen fiir p;, (x) und p j;...(%) ?
Training mit Beispielen:
* benutze ein ausreichendes Sample von Objektpaaren

« Label konnen als graduelle Ahnlichkeit oder binir vorliegen
(Bei Einteilung in Klassen sind alle Objekte einer Klasse dhnlich.)

« bestimme eine Normalverteilung bei der Ahnlichkeits- bzw.
Unéhnlichkeitswert eines Objektvergleichs das Gewicht in der
Berechnung darstellt.

Z:sim(o1 ,0,)-d (0,,0,) ZdiSSim(Ol ,0,)-d,(0,,0,)
0,,0,€S 0,0,€8

dissim

lLlsim — 9 ,U,. —
- ZSim(Opoz) Zdzsszm(ol,oz)
0,0,€S 0,,0,€S
; im \2 foaT dissim
Z sim(o,,0, )-(d,, (0,,0,)— 1™ ) Z dissim(0,,0, )'(dr (01,0,)— )2
sim __ 01,0,€S dissim _ 0102 eS
var™ = ] var; dissim(o o )
ZSIWI(OI,OZ) 12
01,0,€S 01,0,€S
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Multi-Reprisentierte Ahnlichkeitsschitzer

» Nach der Bestimmung der Verteilung muss noch das Integral iiber
den Dichtefunktionen berechnet werden.

* Da die Stammfunktion der Normalverteilung unbekannt ist, muf3
die kumulierte Dichtefunktion approximiert werden.

* Dies kann mit Hilfe einer Sigmoidfunktion erreicht werden:

+ a:regelt Verschiebung
* b: regelt Steigung T

1

Sigmoida,b(x) :W \

* Anpassen des Sigmoiden liber numerische Methoden (Regression)
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Multi-Reprisentierte Ahnlichkeitsschitzer

Training ohne Beispiellabel:

Idee: Objekte die in allen Reprasentationen sehr kleine bzw. sehr
grof3e Distanzen haben, sind wahrscheinlich auch semantisch
dhnlich bzw. unidhnlich.

Vorgehen: Co-Learning

» Bilde ein Qualitatskriterium, dass die Konsistenz der
Wahrscheinlichkeitsaussagen tiber alle Reprasentationen hinweg
mift

» Verwende EM-Ansatz der dieses Qualitatsmall minimiert

Ziel: Die Ahnlichkeitsaussagen fiir dasselbe Objektpaar sollen in
jeder Reprasentation moglichst gleich sein.
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Multi-Reprisentierte Ahnlichkeitsschitzer

EM-Algorithmus zum iterativen Anpassen der Ahnlichkeit:
E-Step: QualititsmaB fiir die Ubereinstimmung:

R
Z L (01 »0) )
i=1

LfVG(Olaoz): - R
R . 2
Var(S)= Z Z [LIS (01,0,)- L (0,0, )]
01,0,€8 i=1

M-Step: Benutze denselben Ablauf wie bei der Methode mit
Trainingsdaten. Anstatt der beobachteten Ahnlichkeitswerte wird
allerdings Lf G (o1 ,0, ) verwendet.
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Multi-Reprisentierte Ahnlichkeitsschitzer

Ergebnisse: 500 Audiotitel in 6 Reprasentationen.

80.0

25.0

B vs. Best Single

mvs. WAVG 7801
O vs. Logistic Regression
70.0 -
10.0 - %9
60.0 -
0.10 0.25 0.50 0.75 1.00 50.0 ‘

5.0 Recall Best Single WAVG Logistic Similarity
Regression Likelihood

- N

o o

o o
L |

Accuracy (%)

Improvement (%)
[&)]
o

o
o
|

* Verbesserung der Precision fiir verschiedene Recall-Werte
* 1 NN Klassifikation

« WAVG entspricht dem normalisiertem Durchschnitt

» LogRegression ist die Anwendung logistischer Regression zur
bestimmung von Gewichten (vgl. Folie 273)
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6.3 Multireprasentierte Klassifikation

Eingabe : 0 e R x..xR,,
wobei R; der Darstellungsraum fiir die i-te Repréisentation ist.

Kombination mehrerer Klassifikatoren (Classifier Combination):
1. Trainiere Klassifikator fiir jede Représentation getrennt.
2. Klassifiziere neues Objekte mit jedem Klassifikator

3. Kombiniere die Resultate der Klassifikatoren zur einer globalen Klassenvorhersage.

/ text description \

BINDS TO MIP-1-ALPHA,

MIP-1-BETA AND

RANTES

AND SUBSEQUENTLY ClaSS]fleI'

sequence

MDYQVSSPTYIDYDTSEP
CINVKQIAARLLPPLYSLV
FIFGFVGNMLVILINCKR

345




Kombination der Klassifikatoren

Beispiel: Man betrachte 2 Doktoren 4 und B, die entscheiden sollen,
ob ein Patient krank ist oder gesund.

Untersuche den Nutzen der zweiten Meinung in den Fillen in denen
nur 1 Dr. richtig liegt, beide Dr. richtig liegen, keiner richtig liegt.

Fall A: kein zusatzlicher Nutzen durch
zweiten Experten.

Fall D: kein Nutzen durch
irgendeinen Experten. Dr. A

Fall B und C: richtig  falsch
Nutzen durch 2 Experten,

wenn sich der richtig
liegende durchsetzt.

A B

Dr. B

falsch richtig

Fazit: Nutzen kann nur bei
widerspriichlichen Diagnosen auftreten,
sofern sich der Richtige durchsetzt.

C D
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Kombination der Klassifikatoren

Der Nutzen der Multireprasentierten Klassifikation hangt
von 2 Faktoren ab:

1. Unterscheidet sich die Vorhersage der einzelnen Klassifikatoren
hinreichend genug, um genug potentiellen Nutzen zuzulassen.
=> Wie kann man entscheiden, ob Reprisentationen

widerspriichliche Aussagen erzeugen ?

2. In Falle widerspriichlicher Vorhersagen, sollte die

Aussage gewahlt werden die richtig ist.
=> Wie kann man die Konfidenz der Aussagen bestimmen ?
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Potenzieller Nutzen der Kombination

Unabhéngig von der richtigen Aussage kann Nutzen nur dann
entstehen, wenn widerspriichlich Klassenvorhersagen auftreten.
» Klassenvorhersage sollte nicht positiv korreliert sein

Grund: Kein Nutzen, da iiberwiegend gleiche Aussagen.

+ Klassenvorhersage sollte auch nicht negativ korreliert sein.
Grund:

» Bei vollstindiger negativer Korrelation, kann immer nur ein Klassifikator richtig
liegen.

* Die durchschnittliche Vorhersagequalitit der Klassifikatoren muss schlecht sein.
=> Experten raten nur !!

Fazit: Die Klassenvorhersagen und damit die Reprdsentationen sollten
moglichst unabhdngig voneinander sein!
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Kombination mehrerer Klassifikatoren

Wie kombiniert man Klassenvorhersagen so, dass die richtige
Vorhersage bevorzugt wird?

1. Jeder Klassifikator gibt fiir jede Klasse 4 und ein Objekt x eine
Vorhersagewahrscheinlichkeit ¢, zuriick.

Fiir Konfidenzvektor c¢'(x) gilt: Z ¢ (x)=1

AeC

2. Klassifikation durch Kombintion der Konfidenzevektoren c'(x):

pred (X) = argmax k@ (c:1 )) mit @ {min, max, Z ,H }

AeC eR
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Kombination mehrerer Klassifikatoren

Beispiel:
Gegeben: 2 Reprisentation fiir Bildobjekte: Farbhistogramme(R1) und Texturvektoren(R2).
Klassen = {,,enthilt Wasseroberfliche“=A, , keine Wasseroberflache* =B}
Bayes Klassifikatoren K1 (fiir R1) und K2 (fiir R2)
Kombination mit Summe.
Klassifikation von Bild b:
K1(b)=cl =(0.45, 0.55); K2(b) = ¢2=(0.6, 0.4)
Kombination mit Durchschnitt (Summe):
Ctobal = (1.05,0.95) * /2= (0.525, 0.475) und argmax(Cypa) = A
Kombination mit Produkt:
Caopal = (0.27,0.22) und argmax(cyop,) = A
Kombination mit Maximum:
Cotopal — (0.6, 0.55) und argmax(Cyjopa) = A
Kombination mit Mininum:
=(0.45,0.4) und argmax(Cypa) = A

K1p
- Textur-Vektor !

cg]obal

globale Vorhersage
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Kombination mehrerer Klassifikatoren

Probleme:

» Performanz der kombinierten Klassenvorhersage ist stark von der
Aussagekraft des Konfidenzvektor abhingig.

Ist die Konfidenz der Aussage nicht stark mit der Richtigkeit korreliert, wir
hdufig die falsche Aussage bevorzugt.

* Bestimmte Klassifikatoren erzeugen keinen Konfidenzvektor
sondern nur eine Klassenvorhersage.

=> Verfahren zum Abschitzen der Klassenkonfidenz fur
allgemeine Klassifikatoren

= Ableitung von zuverldssigen Konfidenzwerten fiir
unterschiedliche Arten von Klassifikatoren.
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Ableiten von Konfidenzvektoren

Bayes Klassifikatoren

Bayes-Klassifikatoren berechnen ohnehin eine Wahrscheinlichkeit pro Klasse.

Vorsicht: Konfidenzwerte hdufig unzuverlissig, weil sie ausdriicken inwieweit
ein Objekt zum gelernten Prozess passt.

Aber: Wenn Daten schlecht durch zugrunde liegenden statistischen Prozess

beschrieben werden, entstehen leicht falsche Klassifikationsergebnisse
mit hoher Konfidenz.

naive Bayes naive Bayes
Klasse A Klasse B Klasse A Klasse B

Fehler mit c
hoher Konfidenz ‘ Lo
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Multireprasentierte ANN-Klassifikation

Idee: Um die Konfidenz fiir einen kNN-Klassifikator zu
bestimmen betrachte die Eindeutigkeit (=Entropie) in der
Entscheidungsmenge (kNN-Sphaére).

.......
. .

. 0
. ‘e

Entscheidungs- § © o % 3 -~

menge in R1 a Om_ i i aOme } Entscheidungs-

A .
; s A "7 mengeinR2
9 e . 9 e

.....
.........

Klasse ® zu gehoren. In R, ist der Bereich um das Objekt durch
beide Klassen 4 und @ gegeben.

=> Vorhersage in R, scheint zuverldssiger zu sein als die in R,

353




Multireprasentierte ANN-Klassifikation

[Kriegel, Pryakhin, Schubert 2005]
Klassifikator K:O — C bildet 0 € O auf eine Klasse ¢ € C

O besteht aus den Représentationen R; x...x R,

Klassifikation des Objekts o = (r,...,r,) :
Bestimmme Entscheidungsmenge sphere;(o,k) in jeder Représentation R;
wobei r; # “-” (= die Représentation ist vorhanden)

sphere,(0,k) = {o,,...,0, | 0,,...,0, € DB, A—30 € DB, \{o,,...,0, }
A=3AL1< A<k dist,(o,r) <dist,(0,,7.)}
Bestimme Konfidenzvektor cv,(o) auf folgende Art und Weise:
dist,(o,u)
dist,(0,v)
_
uesphere, (0,k)nc(u)=c; dinorm (o, u)2
é(o)i,j
PILOW
IV cv(0)=(cv,,(0),...,V; ¢ (0))

[ d;’l()i‘m (0,1/[) —

max vesphere; (0,k)

1 o), =Y

mr vjl<j<Clev, (0)=
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Multireprasentierte ANN-Klassifikation

Kombination der cv;in jeder Reprédsentation mit Gewichten:

a4

Cl,,(0) = max > w;-cv,;(0)
o i=1

Gewicht w,,; der Objekts o in Représentation i :

O ’fallsri:”—“
IC]
w o= 1+Z/=1 (cv; ;(0)*log cv; ;(0)

S+ (ev (0)¥logg e ,(0))

, sonst

Idee: Je ,,reiner die Nachbarschaft eines Objekts o ist,
desto zuverldssiger ist die Aussage des kNN Klassifikators in Rep. R..
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Konfidenzabschitzung mit Confidence-Ranges

Wie kann man unabhéngig vom Typ des Klassifikators Aussagen iiber die
Zuverldssigkeit einer Klassenvorhersage treffen?

Beobachtung: Die Unsicherheit nimmt an den Klassengrenzen zu. Objekte die
weit von der Klassengrenze liegen, sind weit von anderen Klassen entfernt und
damit verhédltnisméBig sicher klassifiziert.

Idee: Bestimme inwieweit ein Objekt o verschoben werden kann, ohne dass sich
die Klassenvorhersage dndert.

=> Je groBer die Verschiebung desto stabiler die Klassenvorhersage.

hohe Konfidenz A niedrige Konfidenz
- ez m |ag ®
= | @ = = @
" = ‘. .. = m ‘. ..
Klasse A Klassg B /,Kléfs’sle A Klasse B
Klasééngrenze
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Konfidenzabschitzung mit Confidence-Ranges

Klassifikator Kombination mit Confidence Ranges:

* Confidence Range CRange(o) ist der Betrag der minimalen Verschiebung,
die die Klasse von o verdndern wiirde.

CRange(o) = min{HvH ‘v € FACL(0) # Cl(o+ v)}

mit /" als zugrunde liegenden Featureraum und CL(o) als Klassifikator.

* Interpretation: Wie groll muss CRange(o) sein um mit x% Konfidenz sagen
zu konnen, dass o richtig klassifiziert wurde?

= Lerne ein Funktion die CRange(o) auf Konfidenz CE (o) mappt.
CE (o) wird als Confidence Estimate von o in R, bezeichnet.
« Kombinierte Klassifikation: Wihle die Klasse, die in der Reprisentation R;
mit dem hochsten Wert fiir CE (o) vorhergesagt wurde.

CLglobal (0) = CLargmax{CEj(o)}(O)

0<j<n
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Bestimmung der Confidence-Range

originale Datemenge

10

9

8 -

74

6

5

4 *

3 * L 2 4 *
2 * * *
14 * *
0

lineare SVM

Entscheidunsbaum

0 1 2 3 4 5 6

a5

naive Bayes .
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Bestimmung der Confidence-Range fiir SVM

Support Vector Machine

_ @ ! //Y -
.A.ZI::::'.::'.:~- Hyper
o ! nv“"“"“‘"'?.‘ft: planes
& B! d>‘\l"“ of SVMs
' 1 A
7 e Ny e N\
! curi...
yd . @ “|Current object

Minimal - ¢35 Set € = {9,0,.4)
da, ds: distances between o, and borders of its class

359




Bestimmung der Confidence-Range fiir Bayes-KI.

Bayes Classification

p(cp-re'—:d) 'p(ZE‘Cp-red) = p(cpred) 'p(aj‘cothe—:r)

= P(C;m-;d) 'p(w‘cpred) - p((:]_rre-:d) 'p(m‘cother) =0

min d(o, )

relRd
s.t. plegreq) - plxlepred) — PlCpred) - PlE|Cother) = 0
1\ pred) I\ | predj \-preaj 17\ | oeLner )
nicht lineares Optimierungsproblem,
Losung z.B. mit Gradient Descent Verfahren
LS Y g Y
111 A O, U)
x R4
, T —1
st(x—p1)" x (X)) x (@ — p1)
- picr) - Zg
—(x — p2)T X (X))t x (2 — o) — ln% =0
p(e2) - 24
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Bestimmung der Confidence-Range fiir Entscheidungsb.

Entscheidungsbaum
* normaler Durchlauf des Entscheidungsbaums A R
um Objekte o zu klassifizieren <® + MinDist: d1
I ,\'/ N
/

Wihrend des Durchlaufs werden die nicht

verfolgten Unterbdume und Blétter in einer
Priority-Queue(PQ) gespeichert ) /

\ |
I
d I
!
* die Eintrdge in PQ sind nach dem minimalen Q O O ,’
1
I

Abstand zu o sortiert. |

/
I
» Nach finden des Blattknotens in dem o I @ N
enthalten ist, wir PQ solange abgearbeitet bis : !
Blatt mit anderen Klassenzuordnung auftaucht i ’ @
i N

d SN

A
, Result: d2
/ 4
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Von Confidence Ranges zu Confidence Estimates

Ziel: Ableiten eines Konfidenzwertes aus CRange(0).

Beobachtung: Betrachte Vorhersagenauigkeit Naive Bayes
fiir alle Objekte mit CRange(o) < x. ., P
Die beobachtete Kurve hat die Form einer *‘PPT’X Kurve /
Sigmoid-Funktion. . .. 1 i l 7 1
sig(x) = P 0 // e K

0 10 20 30 40
Maximal Confidence Range

= Lerne Sigmoid-Funktion , die die Genauigkeit fiir einen
bestimmten Wert von CRange(o) vorhersagt.

1

—a;CRange; (0)+f;

CE (o) = | Confidence Estimate CE,(0)

+e
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Bestimmen von CE (o)

fiir jede Représentation i:

* bestimme fiir jedes Objekt o, CRange(o) und ob die Klassenvorhersage richtig
ist mit 3-fold Cross-Validation.

* Bilde eine Kurve aus folgende Werten:  x = CRange(o) (max. CRange)
y = |R(x)[/|DB(x)| (Accuracy)
DB(x) = { o € DB A CRange(0)<x}
R(x) = { 0 € DB(x) ACL(0) =K(0)}

* Approximiere Graphen mit Regression => Parameter fiir CE,
(Verwendung der Methode von Levenberg und Marquadt)
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Klassifikation mit Confidence Ranges

Geg.: CL; und CE; sind bereits trainiert fiir jede Reprisentation 1.

Klassifikation nach folgenden Schema:

1. Bestimme CL(p) und CRange,(o) fiir alle R..
2. Bestimme CE (o) fiir alle CRange;(0).

3. Bestimme R, bei dem CE (o) am hichsten.
4. Klassifiziere o durch CL,(0)

364

6.4 Co-Training

Multiple Reprisentationen konnen auch dazu verwendet werden

eine Trainingsmenge zu erweitern.

Gegeben: 2 Reprisentationen fiir die sowohl gelabelte als auch nicht
gelabelte Objekte vorhanden sind.

Idee:

Benutze Klassifikator um neue Trainingsobjekte aus ungelabelten
Datenobjekten zu erzeugen.

Aber: Wiso braucht man dazu mehrere Reprasentationen ?
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Generieren von Trainingsobjekte mit nur 1 Reprisentation

Versuch:
» Trainiere Klassifikator CL auf allen gelabelten Objekten

« klassifiziere k ungelabete Objekte und fiige sie in die
Trainingsmenge ein.

* Trainiere nichsten Klassifikator auf der neuen Trainingsmenge

Problem:
* neue Daten werden mit dem Modell von CL gelabelt

» damit neue Trainingsobjekte CL verdndern konnen, miissten sie
aber Widerspriiche zum bisherigen Modell enthalten

=> (Generieren von Trainingsobjekten mit einer Reprasentation
verstarkt nur die Schwachen des Klassifikators
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Generieren von Trainingsobjekte mit nur 1 Reprisentation

Beispiel:
blau = gelabelte Objekte Dreieck-Klasse
gelb = gelabelte Objekte Kreis Klasse
rot = relabelte Objekte mit CL,

©] O A (@] O A O oA
A
O o @ ] A o o A
o o A o A o A
o A A o ¢ A A o © A A
© o © o © O
o A o A o A
o©° % a o° ° a o © °l a
Training auf originalen Daten Training mit relabelten Daten optimale Losung

Fazit:

* Die roten Objekte bestitigen nur die Annahmen des Klassifikators,
konnen diese aber nicht verbessern.

» Zur Verbesserung wiren von CL unabhingig Informationen notwendig.
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Co-Training

Idee: Klassifikatoren aus anderen Repréisentationen labeln Objekte,
mit fiir diese Repréasentation neuen Informationen.

Beispiel:
blau = gelabelte Objekte Dreieck-Klasse Objekte die durch Cl, in R,
gelb = gelabelte Objekte Kreis Klasse gelabelt wurden
rot =relabelte Objekte mit CL,
O o A O o|A
A
O O o O A
o A o A
O
o A A o ° A A
o o O
O A o) o A
O
o © A o © °l a
originaler Klassifikator Klassifikator nach unabhéngigen Relabeling optimale Losung

=> Durch neue unabhingig gelabelte Objekte kann sich ein Klassifikator verbessern.
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Der Co-Training Algorithmus

Gegeben: 2 Mengen aus multireprasentierten Objekten
TR = gelabelte Trainingsmenge, U = Menge ungelabelter Objekte.

Co-Training Algorithmus
For k times do
For each R, Do
Trainiere CL, fiir Reprisentation i.
Ziehe Sample aus U.
generiere neue Label mit CL,.

fiige neu gelabelte Objekte zu TR hinzu
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Bemerkungen zum Co-Training

Ansatz ist von 2 Aspekten abhingig:

1. Jeder beteiligte Basisklassifikator muss fiir sich selbst
ausreichend genau sein:

Bei schlechter Vorhersagequalitit einzelner Klassifikatoren
sind neue Label nicht zuverldssig genug.

2. Basisklassifikatoren miissen hinreichend unabhingig
voneinander sein.
Sind sich die Klassifikatoren einig entsteht kein
Nutzenpotential .
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6.5 Clustering Multireprasentierter Objekte

Anforderungen an Clustering-Algorithmen
fiir Multirepriasentierte Objekte:

« Integration aller Informationsquellen.

* Eigenschaften in unterschiedlichen Représentationen miissen unterschiedlich
behandelt werden.

« spezialisierte Techniken fiir unterschiedliche Arten von Reprisentationen
sollten verwendet werden.

(Zugriffsmethoden, Indexstrukturen, Distanzmale ...).

* Der Aufwand sollte moglichst nur linear mit jeder Repriasentation ansteigen.
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Clustering Multireprasentierter Objekte

Naive Losungen zum Clustering Multirepriisentierter Objekte

Clustere nur die vielversprechendste Reprisentation:
bereits bekannte Clusteringalgorithmen sind verwendbar

- Verwendet nicht alle Reprisentationen.

- Welche Représentation ist die beste.

/Verwende zusammengesetzten Featureraum: \
verwendet alle Reprédsentationen.

- Die Anazahl der Feature in jeder Reprisentation ergibt eine ungewollte
Gewichtung .(z.B. Text-Vektoren und Farbhistogramme)
- Keine Verwendung spezialisierter Distanzmalle
( z.B. Edit-Distanz, Cosinus-Distanz, Jaccard...)
- Unterstiitzung fiir Ahnlichkeitsanfragen schwierig.
KKeine spezialisierten Index und Speicherstrukturen. /

372

Dichtebasiertes Multireprasentiertes Clustering

Anforderung: Kombiniere Repriasentationen

* so frith wie moglich (wihrend des Clusterings)
» nur ein Durchlauf durch alle Reprisentationen

* so spat wie moglich (nach den e-Bereichs-Anfragen)
» ermoglicht Verwendung spezieller Indexstrukturen
und Distanzmal3e

‘ Idee: Definiere die Kernobjekt Eigenschaft neu
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Vereinigungs-Methode

Idee: Ein Objekt ist in einem dichten Bereich, wenn k£ Nachbarn in allen Reprisentationen
in der e-Umgebung liegen.

Geeignet fiir : “sparse” Daten mit viel Rauschen.

ﬂreinigungs-Kcrnob jekt: \

Sei g, &,..,¢, € 9", MinPts € N, 0o € O ist ein Vereinigungs-Kernobjekt, falls

. . R.
UN  (0) = MinPts , wobei V. (0)dic lokale &-Nachbarschaft in Repr. i ist.

R, (0)eo
Direkte Vereinigungserreichbarkeit:

Objekt p € O ist direkt vereinigungserreichbar von g € O bzgl. ¢/, ¢,,.. ,¢,
und MinPts, falls g ein Vereinigungs-Kernobjekt in O ist und es gilt:

\ 3 ie{l,...,m}:Ri(p)eNg"(q) /
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Vereiniguns-Methode

Clusterexpansion bei der Vereinigungsmethode

MinPts = 3
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Schnitt-Methode

Idee: Ein Objekt ist in einem dichten Bereich, falls es k Objekte in den
&-Nachbarschaften aller Reprisentationen gibt.

Geeignet fiir: dichte Reprisentationen and unzuverléssige lokale Feature-Vektoren.

Schnitt-Kernobjekt:
Sei &;, &,..,&, €R', MinPts € N. o € O ist ein Schnitt-Kernobjekt, falls

ALAC)

R;(0)eo

> MinPts , wobei N f_" (0)die lokale &-Nachbarschaft in Repr. i ist.

Direkt schnitterreichbar:
Objekt p € O ist direkt schnitterreichbar von g € O bzgl.
&, &,..,&, und MinPts, falls g ein Schnitt-Kernobjekt in O ist und es gilt:

K v ie{l,...,m}:Ri(p)ENgi(Q) /
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Schnitt-Methode

Clusterexpansion mit Schnitt-Methode

o)
o)
o) ) o
o)
o) o)
o) o)
o)
O e o ©
R1 R2
MinPts = 3
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Qualitatsmal} fiir MR-Clustering

/Deﬁnition: Sei O eine Datenmenge und C = {C,|C; < O} ein Clustering. Weiterhin \
sei K = {K,|K; O} ein Referenz-Clustering (= tatséchliches Clustering).

C,
quality , (C) = Z% : (1 +entropy  (C, ))
C.eC
- /
/'Vergleicht Clustering mit Referenz-Clustering \

* Bevorzugt Clusterings mit wenig Rauschen.

* Jeder Cluster sollte moglichst nur zu einem Cluster im
K Referenz-Clustering gehoren. => Niedrige Entropie
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Beispiel-Ergebnisse auf Bilddaten

Cluster in den einzelnen Repr.

- Shop in
i Gourmet i
i Food -alssse

(Beta-what is this?)

Beispiele fiir Bilder im Cluster IC 5
(nur Farbhistogramme)

\
: W
- 3

Beispiele fiir Bilder im Cluster IC 5 Cluster IC5 der auf beiden Reprisentationen
(nur Segmentbidume) mit der Intersectionmethode gebildet wurde.
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Multireprasentiertes OPTICS

Distanzen in allen Reprasentationen miissen vergleichbar sein
=> Normalisierung der Distanzen

2 mogliche Vorteile durch mehrere Repréisentationen

* Verbesserung der Clusterqualitét (Precision)

=>2 Objekte sind dann dhnlich,
wenn sie in allen Repriasentationen dhnlich sind

* VergroBere die Clusterabdeckung (Recall)
=> es reicht wenn ein Objekt in einer Reprisentation dhnlich ist

Integration dieser Idee in OPTICS durch Redefinition der
Kerndistanz und der Erreichbarkeitsdistanz
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Intersection Clustering (Schnittmethode)

Idee: Ein Objekt ist in einem dichten Raum, wenn es k£ Objekte
gibt, die bzgl. aller Repréasentationen dhnlich sind.

Intersection A-nidchste-Nachbar-Distanz: ke N
NN — Dist ;' = max{ max {di(o,q)}‘q € NN,?(O)}
Intersection Kerndistanz: keN, s

NN —Dist, (o) if |[N'(o)=k
CORE?, = " v2Ge)

o else
Intersection Erreichbarkeitsdistanz:

REACH?,(p,0)=max{CORE. (p), r_I_llaX{di (0, p)}}
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Union Clustering (Vereinigungsmethode)

Idee: Ein Objekt ist in einer dichten Region, wenn es k& Objekte gibt,
die in einer beliebigen Reprasentation dhnlich sind.

Union-k-Niachste-Nachbar Distanz: kL e\
NN — Dist; = max {rgin{dl. (o, q)}‘q e NN, (o)}
Union-Kerndistanz: ke N ce

NN - Dist, (o) if
CORE?, = '

N;(o)( >k
o else

Union-Erreichbarkeitsdistanz:

REACH},(p,0)=max{CORE; (p),min{d, (o, p)}
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Bedeutung der Reprisentationen

wirklich ahnliche Objekte: +
unahnliche Objekte: -

Optimal Precision Sphere

Optimal Recall Sphere

Moglichen Interpretationen der &-Nachbarschaft:
hohe Precision- und Recall-Werte
=>]1 Rep. lasst gutes Clustering zu

niedrige Precision- und Recall-Werte
=> alle Rep. lassen kein gutes Clustering zu

hohe Precision- aber niedrige Recall-Werte
= benutze Vereinigungs-Methode

niedrige Precision- aber hohe Recall-Werte

— verwende Schnitt-Methode
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Kombinationsbaume

Klassifiziere Repréasentationen nach:

* Precision-Raume: alle Objekt weisen gute
Precision-Sphere auf.

» Recall-Raume: Alle Objekte weisen gute Recall-Sphere auf.

Kombination der Precision-Spaces mit der Vereinigungsmethode
=> Ergebnis: besserer Recall-Space.

Kombination der Recall-Spaces mit der Schnitt-Methode
=> Ergebnis: besserer Precision-Space.

Fiir groBe Mengen an Repréisentationen kombiniere beide Methoden
mit Kombinationsbaumen.
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Kombinationsbaume

Gegeben Reprasentationen R ={ R,,..,R,, !} ein Kombinationsbaum
KB ist:

Baum mit beliebigen Grad g >0
Blatter entsprechen den Reprisentationen
Innere Knoten entsprechen den Operatoren 6 € {{,M}

(U
Semantik: @ @ @

U verbessert Recall

M verbessert Precision @ @ @
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Verwendung von Kombinationsbaumen

Kombinationsbdume implizieren folgendes rekursives DistanzmalR:

-

min {dc(o,p)}l'f n.label =

cen.children

d"(o,p)=41 max {dc(o,p)}z'f nlabel = N

cen.children

d;(o,p) if nlabel = R,

\

CT.
fiir den vollstandigen Baum: dCT (0, p) =d= " (0, p)

Bemerkung: Fiir die sinnvolle Interpretation der Distanzen ist eine vorherige
Normalisierung notwendig.
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Multirepriasentiertes Partitionierendes Clustering

[Bickel,Scheffer 2004 ]
Auch partitionierende Clustering-Verfahren wie, k-Means, k-medoid

oder EM, konnen auf multiple Reprisentationen angepasst werden.

Grundannahme: Cluster entstehen durch einen statistischen Prozef je
Reprisentation.
= jedes Objekt gehdrt zu genau einem Cluster in jeder Reprasentation

= multireprisentierte Cluster bestehen 1 Cluster in jeder Représentation der exakt
die gleichen Objekte enthélt.

Idee: Korrektes Clustering in einer Reprisentation impliziert ein korrektes
multireprisentiertes Clustering.

Aber: Partitionieredes Clustering Algorithmen terminieren in lokalen Minima

=> benutze mehrere Reprédsentation, um nicht
in lokalen Minima zu terminieren
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Multireprasentiertes Partitionierendes Clustering

Zur Anwendung von partitionierenden Clustering Algorithmen wird eine Zielfunktion und ein
Modellbildungsschritt benotigt:

e Zielfunktion: MRTD? = Z Z Zd(x,c.k)2

RieR CyeC;, xeCy
R={R1,..Rn} Reprasentationen,
C,;: k-ter Cluster in R, ¢;;: Centroid des k-ten Cluster in R;

*  Modelbildung: Gruppierung der Objekte bzgl. R;
Berechnung neuer Centroide ¢, in R; bzgl. Aufteilung aus R;

*  Consensus-Clustering bei Nicht-Terminieren:

MR -partitionierendes Clustering garantiert Z X
kein globales Maximum xe [)Cx
=> Algorithmus kann MRTD? nicht mehr c, = L
verbessern und es gibt kein einheitliches
Clustering ﬂ C Jjk
R.eR

=> Bilde globales Cluster-Modell aus allen Punkten, die !

in allen Représentationen richtig eingeordnet wurden.
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Multireprasentiertes k-Means

Gegeben: Suche k Cluster in DB aus multirep. Objekten aus n Reprisentation R;

Algorithmus: MR-k-Means

aktR:=1

MRTD? ;=

Initialisiere Clustering in R,z

Berechne Objektaufteilung pro Cluster

Bestimme MRTD?

Wiederhole bis (MRTD? ;- MRTD?
oldR:=aktR
aktR:=(aktR+1)MOD n
Bestimme Centroide in R, mit der Aufteilung aus R, z;

MRTD?;;=MRTD?__.
uosdate(MRTD? )

Ende der Wiederholung

Berechne Consenses Clustering

neu) =€
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Multireprasentiertes Partitionierendes Clustering

Bemerkungen:

Ansatz ist auch auf EM und k-Medoid Verfahren anwendbar.

Algorithmus terminiert nicht zwangslaufig

Verbesserung der lokalen Clusterings durch Verwendung der
anderen Reprasentationen.

Ansatz nimmt keine Wertung der Repridsentationen vor.

=> alle Représentationen beeinflussen das Ergebnis gleich stark.
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