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Ziel des Clustering

Identifikation einer endlichen Menge von Kategorien, Klassen oder
Gruppen
(Cluster) in den Daten

Objekte im gleichen Cluster sollen moglichst ahnlich sein

Objekte aus verschiedenen Clustern sollen moglichst unahnlich
zueinander sein

s
S

.. .t
- -
s e, et

q Cluster unterschiedlicher GroRe, Form und Dichte
hierarchische Cluster
=> unterschiedliche Clustering-Algorithmen

Typische Anwendungen

« Kundensegmentierung

Clustering der Kundentransaktionen

« Bestimmung von Benutzergruppen auf dem Web
Clustering der Web-Logs

» Strukturierung von groBen Mengen von Textdokumenten

Hierarchisches Clustering der Textdokumente

« Erstellung von thematischen Karten aus Satellitenbildern

Clustering der aus den Rasterbildern gewonnenen Featurevektoren




Typen von Clustering Verfahren

« Partitionierende Verfahren

— Parameter: Anzahl k der Cluster, Distanzfunktion

— sucht ein ,flaches” Clustering in k Cluster mit minimalen Kosten
* Hierarchische Verfahren

— Parameter: Distanzfunktion fur Punkte und fur Cluster

— bestimmt Hierarchie von Clustern, mischt jeweils die ahnlichsten
Cluster

* Dichtebasierte Verfahren
— Parameter: minimale Dichte in einem Cluster, Distanzfunktion
— erweitert Punkte um ihre Nachbarn solange Dichte groR genug
» Andere Clustering-Verfahren
— Fuzzy Clustering, Graph-theoretische Verfahren, neuronale Netze

Grundlagen

Ziel: Partitionierung in k Cluster, so dass eine Kostenfunktion
minimiert wird (Gutekriterium)

Lokal optimierendes Verfahren
— wahle k initiale Cluster-Reprasentanten
— optimiere diese Reprasentanten iterativ
— ordne jedes Objekt seinem ahnlichsten Reprasentanten zu

Typen von Cluster-Reprasentanten
— Mittelwert des Clusters (Konstruktion zentraler Punkte)
— Element des Clusters (Auswahl reprasentativer Punkte)

— Wahrscheinlichkeitsverteilung des Clusters
(Erwartungsmaximierung)
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Konstruktion zentraler Punkte (Beispiel)
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Konstruktion zentraler Punkte (Grundbegriffe)
[Forgy 1965]

Objekte sind Punkte x = (x;, ..., xg) in einem euklidischen
Vektorraum

dist = euklidische Distanz (L,-Norm)

* Centroid p.: Mittelwert aller Punkte im Cluster C

« Mak far die Kosten (Kompaktheit) eines Clusters C
TD(C) = Y. dist(p, 4. )’

peC
« Mak far die Kosten (Kompaktheit) eines Clustering

k
TD? = ), TD*(Ci)
i=1
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Idee des Algorithmus

Algorithmus startet z.B. mit zufallig gewahlten Punkten als Cluster-
Reprasentanten
Der Algorithmus besteht aus zwei alternierenden Schritten:
— Zuordnung jedes Datenpunktes zum raumlich nachsten Reprasentanten
— Neuberechnung der Reprasentanten (Centroid der zugeordneten Punkte)

Diese Schritte werden so lange wiederholt, bis sich keine Anderung
mehr ergibt

(a) Initialization

(b) First Iteration

(¢) Convergence
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Algorithmus

ClusteringDurchVarianzMinimierung(Punktmenge D, Integer k)

Erzeuge eine ,,initiale” Zerlegung der Punktmenge D in k
Klassen;

Berechne die Menge C’={C;, ..., C.} der Centroide fur
die k Klassen;

C =4}
repeat
C=2C";
Bilde k Klassen durch Zuordnung jedes Punktes zum
nachstliegenden Centroid aus C;

Berechne die Menge C*={C~,, -» C*} der Centroide
fur die neu bestimmten Klassen;

until C = C7;
return C;
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Varianten des Basis-Algorithmus

k-means [MacQueen 67]

Idee: die betroffenen Centroide werden direkt aktualisiert, wenn ein
Punkt
seine Clusterzugehorigkeit andert

« K-means hat im wesentlichen die Eigenschaften des Basis-Algorithmus

» K-means ist aber reihenfolgeabhangig

ISODATA

* basiert auf k-means

» Verbesserung des Ergebnisses durch Operationen wie
 Elimination sehr kleiner Cluster
« Verschmelzung und Aufspalten von Clustern

« Benutzer muss viele zusatzliche Parameter angeben




Diskussion

+ Effizienz
Aufwand: O(k-n) fur eine Iteration (k kann fur kleine Anzahl von
Clustern vernachlassigt werden), Anzahl der Iterationen ist im
allgemeinen klein (~5 - 10).

+ einfache Implementierung
= K-means ist das popularste partitionierende Clustering-Verfahren

— Anfalligkeit gegenuber Rauschen und Ausreildern
alle Objekte gehen ein in die Berechnung des Zentroids

— Cluster mussen konvexe Form haben
—die Anzahl k der Cluster ist oft schwer zu bestimmen

— starke Abhangigkeit von der initialen Zerlegung
sowohl Ergebnis als auch Laufzeit

Auswahl reprasentativer Punkte

[Kaufman & Rousseeuw 1990]

* setze nur Distanzfunktion (dist) fur Paare von Objekten voraus
Medoid: ein zentrales Element des Clusters (reprasentativer Punkt)
Mak fur die Kosten (Kompaktheit) eines Clusters C

TD(C) = Y dist(p,mc)

peC

Mag fur die Kosten (Kompaktheit) eines Clustering

TD =) TD(Cy)

i=1

q die Laufzeitkomplexitat der erschopfenden Suche ist O(nk)




Uberblick iiber k-medoid Algorithmen

PAM [Kaufman & Rousseeuw 19901

*  Greedy-Algorithmus:
in jedem Schritt wird nur ein Medoid mit einem Nicht-Medoid vertauscht

+ vertauscht in jedem Schritt das Paar (Medoid, Nicht-Medoid), das die
grolBte Reduktion der Kosten TD bewirkt

CLARANS [Ng & Han 1994]
*  zwei zusatzliche Parameter: maxneighbor und numlocal

» hochstens maxneighbor viele von zufallig ausgewahlten Paaren
(Medoid, Nicht-Medoid) werden betrachtet

+ die erste Ersetzung, die Uberhaupt eine Reduzierung des TD-Wertes
bewirkt, wird auch durchgefuhrt

« die Suche nach k ,,optimalen” Medoiden wird numlocal mal wiederholt

Algorithmus PAM

PAM(Punktmenge D, Integer k)
Initialisiere die k Medoide;
TD _Anderung := —o;
while TD_Anderung < O do

Berechne fur jedes Paar (Medoid M, Nicht-Medoid
N) den Wert TD,,;

wahle das Paar (M, N), fur das der Wert
TD_Anderung := TDy.,y — TD minimal ist;

if TD_Anderung < O then

ersetze den Medoid M durch den Nicht-Medoid N;

Speichere die aktuellen Medoide als die bisher beste
Partitionierung;

return Medoide;




Algorithmus CLARANS

CLARANS(Punktmenge D, Integer Kk,
Integer numlocal, Integer
maxneighbor)
for r from 1 to numlocal do
waéhle zufallig k Objekte als Medoide; 1 := O;
while 1 < maxneighbor do
wahle zufallig (Medoid M, Nicht-Medoid N);
Berechne TD_Anderung := TD., — TD;
if TD_Anderung < O then
ersetze M durch N;
TD = TDy,y> 1 = 0;
else 1:= 1 + 1;
iT TD < TD_best then
TD_best := TD; Speichere aktuelle Medoide;

return Medoide;

Vergleich von PAM und CLARANS

Laufzeitkomplexitaten
PAM: O(n3 + k(n-k)2 * #lterationen)

CLARANS: O(numlocal * maxneighbor *#Ersetzungen * n)
praktisch O(n?)
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Erwartungsmaximierung (EM)
[Dempster, Laird & Rubin 19771

* Objekte sind Punkte x = (X, ..., X,) in einem euklidischen Vektorraum

* Ein Cluster wird durch eine Wahrscheinlichkeitsverteilung beschrieben
» typisch: Modell fur einen Cluster ist eine multivariate Normalverteilung
* Reprasentation eines Clusters C

» Mittelwert x. aller Punkte des Clusters (Centroid)
+ d x d Kovarianzmatrix X, fur die Punkte im Cluster C

e Wahrscheinlichkeitsdichte eines Clusters C

1
P(X|C)=V—(2ﬁ)d |che

e (2o ) )
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Idee des EM-Algorithmus:

» Jeder Punkt gehort zu mehreren (eigentlich allen) Clustern, jeweils
mit unterschiedlicher Wahrscheinlichkeit, abh. v. P(x|C)

+ Algorithmus besteht wieder aus zwei alternierenden Schritten:

— Zuordnung von Punkten zu Clustern (hier nicht absolut sondern
relativ/nach Wahrscheinlichkeit)

— Neuberechnung der Cluster-Reprasentanten (GauR-Kurven)
« Alles muss auf eine stochastische Grundlage gestellt werden:

« Bei Berechnung der Clusterzentren (x.) muss berucksichtigt werden,
dass Punkte Clustern nicht absolut sondern nur relativ zugeordnet
sind

» Wie groBS ist die Wahrscheinlichkeit der Clusterzugehorigkeit?
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Jeder Cluster C; wird durch eine Wahrscheinlichkeitsdichte
Funktion (Normalverteilung) modelliert:

—%'(X—ﬂci )T'(Zci yl'(x_”ci )

P(X|C)=
X ‘)‘J<zn>d|2ci| g

Dichtefunktion: ’
*Integral uber den Gesamtraum ergibt 1

*Integral Uber Region R ergibt Wahrscheinlichkeit, dass in
der Region ein beliebiger Punkt des Clusters liegt, bzw.
den relativen Anteil (z.B. 30%) der Punkte des Clusters,
die in R liegen
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Bedingte Wahrscheinlichkeit:

* Dies wurde unter der Voraussetzung gelten, dass der Punkt x
ausschlieBlich dem Cluster C; zugeordnet ware
(was nicht stimmt)

* Deshalb Notation als bedingte Wahrscheinlichkeit

Bei k Gaussverteilungen (durch k Cluster) ergibt sich folgende Gesamt-

Wahrscheinlichkeitsdichte: k
P(x)= ZWi -P(x|C))
=1

wobei W, der relative Anteil der Datenpunkte ist, der zum Cluster C; gehort
(z.B. 5%), was man auch als Gesamt-Wahrscheinlichkeit des Clusters P(C)
interpretieren kann.

Mit dem Satz von Bayes kann man die Wahrscheinlichkeit bestimmen, dass
ein gegebener Punkt x zum Cluster C; gehort, geschrieben als bedingte
Wahrscheinlichkeit P(C;|x)

P(XIC)
P(x)

P(C[X) =W
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Bedingte Wahrscheinlichkeiten

« Seien A, B < Q. Die bedingte Wahrscheinlichkeit von A unter B, P(AlB),
ist definiert als
0 falls P(B)=0
P(A| B):{P(Aﬁ B)
P(B)
« Aund B heiBen unabhangig, wenn gilt P(A|B) = P(A) und P(B|A) = P(B).

sonst

Satz von Bayes

« Sei A,, ..., A eine disjunkte Zerlegung von Q, so dald fur mindestens
ein i, 1 <i<k, gilt: P(A) >0 und P(BIA) > 0. Dann gilt fur alle 1 <j< k:
iy P(BIA)-P(A)

i » a-priori-Wahrscheinlichkeit: P(A)

* a-posteriori-Wahrscheinlichkeit: P(A;|B)

199

miﬁ 5.2 Partitionierende Verfahren

SYSTEMS
GROUP

* MaR fur die Gute eines Clustering M
E(M) =2 log(P(x))

xeD

—> E(M) soll maximiert werden.
» Anteil des Clusters an der Datenmenge:

W, =PC)=13"P(C %)

* Mittelwert und Kovarianzmatrix der Gauldverteilung:

1= x-PC%)/ (3 P(Cx)

xeD xeD

%= (X (k=) (x =) T-P(C,| %)) /(3 P(C| %))

xeD xeD

200




Algorithmus

ClusteringDurchErwartungsmaximierung(Punktmenge D, Integer k)
Erzeuge ein ,,initiales* Modell M* = (C;”, ..., C/7);
repeat // ,,Neuzuordnung*

Berechne P(x|C;), P(x) und P(C;|x) fur jedes Objekt aus
D und jede GaufRverteilung/jeden Cluster C;;
// ,Neuberechnung des Modells*

Berechne ein neues Modell M ={C,, ..., CJ durch
Neuberechnung von W;, u-undZX. fir jedes 1i;
M? 1= M;
until JE(M) - E(M?)| < e;
return M;

Diskussion

» Aufwand:
O(n * M| * #lIterationen)
( Anzahl der benotigten Iterationen im allgemeinen sehr hoch

* Ergebnis und Laufzeit hangen (wie beim k-means und k-medoid) stark ab

— von der initialen Zuordnung

— von der ,richtigen” Wahl des Parameters k
» Modifikation fur Partitionierung der Daten in k disjunkte Cluster:
jedes Objekt nur demjenigen Cluster zuordnen, zu dem es am

wahrscheinlichsten gehort.
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5.2 Partitionierende Verfahren

Wahl des initialen Clusterings

ldee

Clustering einer kleinen Stichprobe liefert im allgemeinen gute initiale
Cluster einzelne Stichproben sind evtl. deutlich anders verteilt als die

Grundgesamtheit

Methode [Fayyad, Reina & Bradley 1998]

ziehe unabhangig voneinander m verschiedene Stichproben

clustere jede der Stichproben

—> m verschiedene Schatzungen fiir k Clusterzentren
A=A, A, ..., A),B=(B,..,B),C=(C,...,C),...

Clustere nun die Menge DB=A u B U C..

mit m verschiedenen Stichproben A, B, C, . .. als Startkonfiguration

Wahle von den m Clusterings dasjenige mit dem besten Wert
bezuglich des zugehorigen Males fur die Gute eines Clustering

203
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Beispiel

A3 X C3

o1 D2 B3
Al B2 x

D1 A2
BI

Grundgesamtheit Clusterzentren

k =3 GauRB-Cluster von m = 4 Stichproben

¢ wahre Clusterzentren
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Wahl des Parameters k

Methode
« Bestimme fur k=2, ..., n-1 jeweils ein Clustering

« Wahle aus der Menge der Ergebnisse das ,beste” Clustering aus

Mal3 fur die Gute eines Clusterings

» muss unabhangig von der Anzahl k sein

* bei k-means und k-medoid: TD?und TD sinken monoton mit steigendem k
» bei EM: E steigt monoton mit steigendem k

« Brauche ein von k unabhangiges GutemaR fur die k-means-
und k-medoid-Verfahren

> Silhouetten-Koeffizient

Silhouetten-Koeffizient (Kaufman & Rousseeuw 19901

* sei a(o) der Abstand eines Objekts 0 zum Reprasentanten seines Clusters
und b(o) der Abstand zum Reprasentanten des ,,zweitnachsten” Clusters

* Silhouette s(o) von o:

 b(o)-a(0)
0 = hax(a(0),b(0)}
-1 <s(o) <+1

s(o) #-1/0/+1 : schlecht/ indifferent / gute Zuordnung

+ Silhouettenkoeffizient s eines Clustering durchschnittliche Silhouette
aller Objekte

* Interpretation des Silhouettenkoeffizients
Sc>0,7: starke Struktur,
Sc>0,5: brauchbare Struktur, . . .




Grundlagen

ldee

» Cluster als Gebiete im d-dimensionalen Raum, in denen die Objekte
dicht beieinander liegen

« getrennt durch Gebiete, in denen die Objekte weniger dicht liegen

Anforderungen an dichtebasierte Cluster

» fur jedes Objekt eines Clusters uberschreitet die lokale Punktdichte
einen gegebenen Grenzwert

» die Menge von Objekten, die den Cluster ausmacht, ist raumlich
zusammenhangend

Intuition

Parameter ¢ € R und MinPts € N  spezifizieren Dichtegrenzwert

€ MinPts =4




Intuition

Parameter ¢ € W und MinPts € X spezifizieren Dichtegrenzwert

€ MinPts =4

e Kernpunkt

Intuition

Parameter ¢ € B und MinPts € X spezifizieren Dichtegrenzwert

€ MinPts =4

» Kernpunkt .
» Direkt Dichte-Erreichbarkeit ° °o o
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Intuition

Parameter € € R und MinPts € N spezifizieren Dichtegrenzwert

€ MinPts =4

» Kernpunkt
» Direkt Dichte-Erreichbarkeit
* Dichte-Erreichbarkeit

211
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Intuition

Parameter ¢ € R und MinPts € N  spezifizieren Dichtegrenzwert

€ MinPts =4

Kernpunkt
Direkt Dichte-Erreichbarkeit °

AN
NS

SN AR
Erresy

Dichte-Erreichbarkeit

-

. . ‘a=lhid‘ " {:'E""
Dichte-Verbundenheit \“"pé}; /]
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Formalisierung [Ester, Kriegel, Sander & Xu 19961

IRQ(0,e)| > MinPts ° o
(RQ(o,¢) siehe Kap. 2.2, Folie 37) MR

Ein Objekt p € DB ist direkt dichte-erreichbar
von q € DB bzgl. ¢ und MinPts, wenn gilt:
p € RQ(q,e) und q ist ein Kernobjekt in DB. ,

Ein Objekt p € DB heilt Kernobjekt, wenn gilt: , MinPts—4

Ein Objekt p ist dichte-erreichbar von g,
wenn es eine Kette von direkt erreichbaren
Objekten zwischen g und p gibt.

Zwei Objekte p und q sind dichte-verbunden, .
wenn sie beide von einem dritten Objekt 0 e
aus dichte-erreichbar sind.
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Formalisierung

Ein (dichtebasierter) Cluster C bzgl. e und MinPts ist eine
nicht-leere Teilmenge von DB fur die die folgenden
Bedingungen erfullt sind:

Maximalitat. Vp,q € DB: wenn p € C und q dichte-
erreichbar von p ist, dann ist auch q €C.

Verbundenheit: Vp,q € C: p ist dichte-verbunden mit q.
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Formalisierung

Definition Clustering
Ein dichtebasiertes Clustering CL der Menge DB bzgl. € und MinPts ist
eine ,vollstaindige” Menge von dichtebasierten Clustern bzgl. € und
MinPts in DB.

Definition Noise
Die Menge Noise., (,,Rauschen”) ist definiert als die Menge aller Objekte aus
DB, die nicht zu einem der dichtebasierten Cluster Ce CL gehoren.

Grundlegende Eigenschaft
Sei C ein dichtebasierter Cluster und sei p € C ein Kernobjekt.
Dann gilt:
C=1{o € DB| o dichte-erreichbar von p bzgl. ¢ und MinPts}.

Algorithmus DBSCAN

DBSCAN(Punktmenge DB, Real ¢, Integer MinPts)
// Zu Beginn sind alle Objekte unklassifiziert,
// o.Clld = UNKLASSIFIZIERT fur alle o € DB

Clusterld := nextld(NOISE);
for 1 from 1 to |DB] do
Objekt := DB.get(i);
iT Objekt.Clld = UNKLASSIFIZIERT then

if ExpandiereCluster(DB, Objekt, Clusterld, &, MinPts)
then Clusterld:=nextld(Clusterlid);




ExpandiereCluster(DB, StartObjekt, Clusterld, &, MinPts): Boolean
seeds:= RQ(StartObjekt, ¢);
iT |seeds|] < MinPts then // StartObjekt ist kein Kernobjekt
StartObjekt.Clld := NOISE;
return false;
// sonst: StartObjekt ist ein Kernobjekt
forall o € seeds do o.Clld := Clusterld;
entferne StartObjekt aus seeds;
while seeds = Empty do
wahle ein Objekt o aus der Menge seeds;
Nachbarschaft := RQ(o, £);
if |Nachbarschaft] > MinPts then // o ist ein Kernobjekt
for 1 from 1 to |Nachbarschaft] do
p = Nachbarschaft.get(i);
if p.CllId in {UNCLASSIFIED, NOISE} then
if p.Clld = UNCLASSIFIED then
fluge p zur Menge seeds hinzu;
p-Chlld = Clusterlid;
entferne o aus der Menge seeds;
return true;

Parameterbestimmung

Cluster: Dichte groRer als die durch & und MinPts spezifizierte ,Grenzdichte”
Gesucht: der am wenigsten dichte Cluster in der Datenmenge

Heuristische Methode: betrachte die Distanzen zum k-nachsten Nachbarn.

——> 3-Distanz(p)
—> 3-Distanz(q)

L0

Funktion k-Distanz: Distanz eines Objekts zu seinem k-nachsten Nachbarn

k-Distanz-Diagramm: die k-Distanzen aller Objekte absteigend sortiert
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Parameterbestimmung

Beispiel eines k-Distanz-Diagramms

i

Heuristische Methode

N
=
8
a erstes ,, Tal“
cn
}\*‘—ﬁ Objekte
Grenzobjekt 0

 Benutzer gibt einen Wert fur k vor (Default ist k = 2*d -

MinPts := k+1.

« System berechnet das k-Distanz-Diagramm und zeigt das Diagramm an.

« Der Benutzer wahlt ein Objekt o im k-Distanz-Diagramm als Grenzobjekt

aus, ¢ := k-Distanz(o).
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Probleme der Parameterbestimmung

e hierarchische Cluster

« stark unterschiedliche Dichte in verschiedenen Bereichen des Raumes
* Cluster und Rauschen sind nicht gut getrennt

3-Distanz

A,B,C

B,D,E
hY / 7
“‘s\ B, D", F, G
s D1, D2,
Gl, G2, G3
Objekte

220




D%ASE 5.3 Dichtebasiertes Clustering

SYSTEMS
GROUP

Shared Nearest Neighbor (SNN) Clustering
« DBSCAN
* Erkennt Cluster unterschiedlicher Form und Grole
» Hat Probleme bei Clustern mit unterschiedlicher Dichte
 Verbesserung: anderer Ahnlichkeitsbegriff

« Ahnlichkeit zwischen zwei Objekten, wenn sie beide sehr nahe zu
einer Referenzmenge R sind

« Ahnlichkeit wird durch die Referenzmenge R “bestatigt”

« Ahnlichkeit z.B. durch die Anzahl gemeinsamer nichster Nachbarn
definieren (d.h. R ist die Menge der nachsten Nachbarn)

« Shared Nearest Neighbor (SNN) Ahnlichkeit:
*  SNN,-similarity(p,q) = INN(p, k) N NN(q, K|
*  NN(o, k) = Menge der k-nachsten Nachbarn von o (vgl. Kap. 2.2)

SNNg-similarity(e ,e) = 4
SNNg-similarity(e ,e) = 0
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Einfaches SNN-Clustering Uarvis, Patrick 731:

1.Berechnung der Ahnlichkeitsmatrix und des Ahnlichkeitsgraphen
« fur alle Objekt-Paare p,qe DB: berechne SNN,-similarity(p,q)
« SNN,-Ahnlichkeitsgraph:

- Knoten = Objekte
- Kante zwischen jedem Objektpaar p,q mit Gewicht SNN,-similarity(p,q)

« Keine Kanten mit Gewicht 0
2.Generiere Cluster

« Losche alle Kanten, deren Gewicht unterhalb eines Grenzwerts t
liegen

» Cluster = verbundene Komponenten im resultierenden Graphen

et | o W _ % Sor

Datensatz SNN; Ahnlichkeitsgraph Generiere Cluster
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Problem:
* Threshold t schwer zu bestimmen
 kleine Variationen fuhren zu stark unterschiedlichen Ergebnissen

Bild aus:
[Ertdz, Steinbach, Kumar 03]

-
1
A

(b) No-merging Threshold + 1

(a) No-merging Threshold

Lbsung [Ertoz, Steinbach, Kumar 03]
« Kombiniere SNN-Ahnlichkeit mit dichtebasierten Konzepten

* SNN-Dichte:
Anzahl der Punkte innerhalb eines spezifizierten Radius € bzgl. SNN-

Ahnlichkeit
SNN,-density(p,e) = I{q | SNN-similarity(p,q) > €}l

SNN-Dichte

» Beispiel:
* 10 000 Daten (Bild (a))
k=50,e=20
* Bild (b): “Kernpunkte”
alle Punkte mit SNN-Dichte > 34
« Bild (c): “Randpunkte”
alle Punkte mit SNN-Dichte > 17
« Bild (d): “Rauschen”
alle Punkte mit SNN-Dichte < 17

A5

s
i f.

(b) High SNN Density

L]

(¢) Medium SNN Density (d) Low SNN Density

Bild aus: [Ertoz, Steinbach, Kumar 03]

* Analogie zu DBSCAN: ¢ = 20, minPts = 34
* Kernpunkt p: mehr als minPts Punkte haben 20 oder mehr der 50 nachsten

Nachbarn mit p gemeinsam




SNN-Clustering Algorithmus [Ertéz, Steinbach, Kumar 03]
Eingabe: k, &, minPts

1. Berechne Ahnlichkeitsmatrix und —graph
(siehe einfaches SNN-Clustering)

f2. Berechne die SNN,-Dichte fur jeden Punkt bzgl. ¢

3. Bestimme Kernpunkte bzgl. minPts
(alle Punkte mit einer SNN-Dichte > minPts)

4. Vereinige Kernpunkte p,q, wenn SNN,-similarity(p,q) > ¢

5. Ordne Nicht-Kernpunkt p einem Cluster zu, wenn es einen
Kernpunkt g gibt, mit SNN-similarity(qg,p) > ¢

Alle anderen Nicht-Kernpunkte sind Rauschen

DBSCAN mit SNN-Ahnlichkeit

Diskussion

e Unterschied zu DBSCAN

« DBSCAN mit Euklidischer Distanz: nur Cluster, die dichter sind als der
Grenzwert (spezifiziert durch minPts und ¢)

* SNN-Dichte eines Punktes p: Anzahl der Punkte, die mind. & nachste
Nachbarn mit p gemeinsam haben

= unabhangig von der eigentlichen Dichte
* Parametrisierung

« Wahl von k ist kritisch:

e Zu klein: auch relativ gleichverteilte Cluster werden wegen lokalen Variationen
gesplittet = viele kleine Cluster

e Zu groB: wenige grofRe, gut-separierte Cluster
* minPts, e < k




Grundlagen

Ziel

Konstruktion einer Hierarchie von Clustern (Dendrogramm), so dass immer
die Cluster mit minimaler Distanz verschmolzen werden

Dendrogramm
ein Baum, dessen Knoten jeweils einen Cluster reprasentieren, mit
folgenden Eigenschaften:
— die Wurzel reprasentiert die ganze DB
— die Blatter reprasentieren einzelne Objekte
— ein innerer Knoten reprasentiert einen Cluster bestehend aus allen
Objekten des darunter liegenden Teilbaums

Grundlagen

Beispiel eines Dendrogramms

5 Distanz zwischen
3 :‘g den Clustern

T 5 1 2 34 56 7 8 9

Typen von hierarchischen Verfahren
Bottom-Up Konstruktion des Dendrogramms (agglomerative)
Top-Down Konstruktion des Dendrogramms (divisive)




Algorithmus Single-Link Dain & Dubes 1988]

Agglomeratives hierarchisches Clustering

1. Bilde initiale Cluster, die jeweils aus einem Objekt bestehen,
und bestimme die Distanzen zwischen allen Paaren dieser Cluster.

2. Bilde einen neuen Cluster aus den zwei Clustern,
welche die geringste Distanz zueinander haben.

3. Bestimme die Distanz zwischen dem neuen Cluster und allen
anderen Clustern.

4. Wenn sich alle Objekte in einem einzigen Cluster befinden:
Fertig, andernfalls wiederhole ab Schritt 2.

Distanzfunktionen fur Cluster

e Die Verfahren unterscheiden sich anhand ihrer
Distanzfunktionen fur Cluster

— Single Link
— Complete Link
— Average Link

* Sei eine Distanzfunktion dist(x,y) fur Paare von Objekten
gegeben

» Seien X, Y Cluster, d.h. Mengen von Objekten.




D%ASE 5.4 Hierarchische Verfahren
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Single-Link Distanz
Definition:

distSL(X,Y)= min dist(x, y)

xeX,yeY

Eigenschaften:
» Effiziente Implementierung (z.B. SLINK): O(n?)

e Single-Link Effekt: , kettenformige” Cluster, Cluster werden durch
wenige, kettenformig verteilte Objekte vereinigt

 Cluster mit starker Streuung

» Cluster mit langgezogener Struktur @
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D%;ASE 5.4 Hierarchische Verfahren
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Complete-Link Distanz

Definition:

distCL(X,Y) = max dist(Xx,Y)

xeX,yeY

Eigenschaften:
» Effiziente Implementierung (z.B. CLINK): O(n?)
* Complete-Link Effekt

» Kleine, stark abgegrenzte Cluster

» Gleichgrof3e, konvexe Cluster o
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Average-Link Distanz

X
Definition: Q

distAL(X,Y)=;- 2 dist(x, y)

| X ||Y | xeX,yeY
Average-Link
Eigenschaften:

» Keine effiziente Implementierung

* Kompromiss zwischen Single- und Complete-Link Ansatz

Diskussion

+ erfordert keine Kenntnis der Anzahl k der Cluster
+ findet nicht nur ein flaches Clustering, sondern eine ganze Hierarchie

+ ein einzelnes Clustering kann aus dem Dendrogramm gewonnen werden,
z.B. mit Hilfe eines horizontalen Schnitts durch das Dendrogramm

(erfordert aber wieder Anwendungswissen)
- Entscheidungen konnen nicht zuruckgenommen werden

- Single-Link-Effekte, Complete-Link-Effekte
- Ineffizienz: Laufzeitkomplexitat von mindestens O(n?) fir n Objekte
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Dichtebasiertes hierarchisches Clustering
[Ankerst, Breunig, Kriegel & Sander 19991

+ fur einen konstanten MinPts-Wert sind dichte-basierte Cluster bzgl. eines
kleineren ¢ vollstandig in Clustern bzgl. eines groBeren ¢ enthalten

MinPts = 3

* in einem DBSCAN-ahnlichen Durchlauf gleichzeitig das Clustering fur
verschiedene Dichte-Parameter bestimmen

» zuerst die dichteren Teil-Cluster, dann den dunneren Rest-Cluster

» kein Dendrogramm, sondern eine auch noch bei sehr groen Datenmengen
ubersichtliche Darstellung der Cluster-Hierarchie
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Grundbegriffe

Kerndistanz eines Objekts o bzgl. e und MinPts

UNDEFINIERT, wenn|RQ(0,¢) |< MinPts

Kerndistanz_ . . (0) =
sners (0) {MinPtsDistanz(o), sonst

Erreichbarkeitsdistanz eines Objekts p relativ zu einem Objekt o
UNDEFINIERT wenn | RQ(o, ) |< MinPts

Erreichbarkeitsdistanz, .o (P,0) = ) )
: max {Kerndistanz(o),dist(o, p)}, sonst

— Kerndistanz(o)
MinPts = A — Erreichbarkeitsdistanz(p,o0)

Erreichbarkeitsdistanz(q,o)
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Clusterordnung

« OPTICS liefert nicht direkt ein (hierarchisches) Clustering,
sondern eine ,,Clusterordnung” bzgl. e und MinPts

» Clusterordnung bzgl. e und MinPts
« beginnt mit einem beliebigen Objekt

« als nachstes wird das Objekt besucht, das zur Menge der bisher
besuchten Objekte die minimale Erreichbarkeitsdistanz besitzt

3 16’\ 18 o3y
| Kerndistanz ’/ - 1 T
Erreichbarkeits- 22 a6 17

distanz

.ﬂl@
IIIIII||II|||“IIIIIIII|II|| nmmil

Clusterordnung

>
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Algorithmus OPTICS

Datenstrukturen

» SeedList
+ speichert Punkte mit , aktueller” Erreichbarkeitsdistanz aufsteigend sortiert

e ClusterOrder
 resultierende Clusterordnung wird schrittweise aufgebaut

Hauptschleife:
SeedList = J;
WHILE es gibt noch unmarkierte Objekte in DB DO
IF SeedList = &
THEN
fluge beliebiges noch unmarkiertes Objekt in ClusterOrder ein mit
Erreichbarkeitsdistanz «;
ELSE
flge erstes Objekt aus der SeedList mit aktueller Erreichbarkeitsdistanz in
ClusterOrder ein;

// sei obj das zuletzt in ClusterOrder eingefigte Objekt
markiere obj als bearbeitet;
FOR ALL neighbor e RQ(obj, &) DO
// insert/update neighbor in SeedList mit referenzobjekt obj
SeedList.update(neighbor, obj);

238




Algorithmus OPTICS

Einfugen/Updaten eines Objekts o in SeedList

» Beachte: Fir alle Objekte p in SeedList ist die ,,aktuelle”
Erreichbarkeitsdistanz p.rdist gespeichert.

» SeedList ist nach p.rdist aufsteigend sortiert (als Heap organisiert)
» Referenzobjekt: obj

SeedList :: update(o, obj)
Berechne Erreichbarkeitsdistanz, ,;rs(0, Obj) =: rdistneu_o;
IF o ist bereits in SeedList THEN

IF rdistneu_o < o.rdist THEN

o.rdist := rdistneu_o;
verschiebe o in SeedList (nach vorne); // aufsteigen im Heap
ELSE
// o ist noch nicht in SeedList => normales Einflgen in Heap
fuge o mit o.rdist := rdistneu_o in SeedList ein;

» Example Database (2-dimensional, 16 points)
ec=44, MinPts=3

reach

..I' G
‘. 44
®
QICIC),
® © 0@ =
@
seed list:




» Example Database (2-dimensional, 16 points)
ec=44, MinPts=3

reach

44-

- coréix\
\distancg

—————

seed list: (B,40) (1, 40)

» Example Database (2-dimensional, 16 points)
ec=44, MinPts=3

reach
A

e @

44

.‘.“
.‘. A B

seed list: (1, 40) (C, 40)
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

A B I

seed list: (J, 20) (K, 20) (L, 31) (C, 40) (M, 40) (R, 43)

243 243
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GROUP <il 8 2

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABI1l J

seed list: (L, 19) (K, 20) (R, 21) (M, 30) (P, 31) (C, 40)

244 244
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABI1l JL

seed list: (M, 18) (K, 18) (R, 20) (P, 21) (N, 35) (C, 40)

245 245

3 5.4 Hierarchische Verfahren e
DATABASE . gl |
o MU~

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

®.° ®
©® 44
y I
. I

ABIl JLM

seed list: (K, 18) (N, 19) (R, 20) (P, 21) (C, 40)

246 246
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABIl JL MK

seed list: (N, 19) (R, 20) (P, 21) (C, 40)
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABIl JLMKN

seed list: (R, 20) (P, 21) (C, 40)
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

o0
44
° "II ]
. il
1

ABIl JLMKNR

seed list: (P, 21) (C, 40)
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

2@ @
0

o0

44
° "II il
. i

ABIl JLMKNRP

seed list: (C, 40)
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5.4 Hierarchische Verfahren

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABI JLMKNRPC

seed list: (D, 22) (F, 22) (E, 30) (G, 35)
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5.4 Hierarchische Verfahren

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABIl JLMKNRPCD

seed list: (F, 22) (E, 22) (G, 32)
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5.4 Hierarchische Verfahren

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABI JLMKNRPCDF

seed list: (G, 17) (E, 22)

253 253
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5.4 Hierarchische Verfahren

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

£
44‘

ABIl JLMKNRPCDFEFG

seed list: (E, 15) (H, 43)

254 254
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

%
®
44
®
“. ABI JLMKNRPCDFGE

seed list: (H, 43)
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» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

e®
44
®
o 05°° IinnanRidNng
‘.. ABI JLMKNRPCDFGEH
seed list; -

256 256
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5.4 Hierarchische Verfahren

LMU

» Example Database (2-dimensional, 16 points)
*e=44, MinPts=3

reach

©® 44
AO®®
® C0@

ol

ABI JLMKNRPCDFGEH
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5.4 Hierarchische Verfahren

LMU

Erreichbarkeits-Diagramm

Zeigt die Erreichbarkeitsdistanzen (bzgl. € und MinPts) der Objekte
als senkrechte, nebeneinanderliegende Balken

in der durch die Clusterordnung der Objekte gegebenen Reihenfolge

Erreichbarkeitsdistanz

Erreichbarkeitsdistanz

Cluster-
ordnung

258




e

st .4 Hierarchische Verfahren
LMU

SYSTEMS
GROUP

Parameter-Sensitivitat

MinPts =10, =10 MinPts=10,=5 MinPts=2,e=10
1 2 4 3

3

1 2

optimale Parameter kleineres € kleineres MinPts

q Clusterordnung ist robust gegeniiber den Parameterwerten
gute Resultate wenn Parameterwerte ,,grof3 genug*

259
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Heuristische Parameter-Bestimmung

€

— wahle gro3te MinPts-Distanz aus einem Sample oder

— berechne durchschnittliche MinPts-Distanz fur gleichverteilte Daten
MinPts

— glatte Erreichbarkeits-Diagramm
— vermeide “single-" bzw. “MinPts-link" Effekt

|
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LMU

Manuelle Analyse der Cluster

Mit Erreichbarkeits-Diagramm
« gibt es Cluster?
» wieviele Cluster?

sind die Cluster hierarchisch geschachtelt?
« wie grold sind die Cluster?

Erreichbarkeits-Diagramm
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Automatisches Entdecken von Clustern

a-ChlStGI' [Ankerst, Breunig, Kriegel, Sander 99]
» Teilsequenz der Clusterordnung

* beginnt in einem Gebiet &-steil abfallender
Erreichbarkeitsdistanzen

» endet in einem Gebiet &-steil steigender
Erreichbarkeitsdistanzen bei etwa
demselben absoluten Wert

 enthalt mindestens MinPts Punkte
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5.4 Hierarchische Verfahren

Automatisches Entdecken von Clustern

ClusterTree (sander, Qin, Lu, Niu, Kovarsky 02]

Cluster sind geteilt durch “signifikante”
lokale Maxima:
e Minimale Anzahl der Punkte zwischen 2
Maxima
Richtwert: 0.5 % der Datenbank
» Verhaltnis zwischen Erreichbarkeitsdistanz
des lokalen Maximas und der
durchschnittlichen Erreichbarkeitsdistanzen
links und rechts des Maximas in der
Clusterordnung

Richtwert: 0.75

insignificant

significant local ¢
local maxima

maxima

3

Cluster-Tree
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5.4 Hierarchische Verfahren

Automatisches Entdecken von Clustern

GradientClustering
[Brecheisen, Kriegel, Kroger, Pfeifle 04]
* Teilsequenzen der Clusterordnung
* beginnt/endet mit “Inflexion Point”
 Gradientvektor
* Inflexion Index
* Inflexion Point, wenn (o) > t
» Gradient Determinante

* Fallunterscheidung:

[1(0) >t and GD(0) > 0
= Startpunkt oder erster Punkt
auBerhalb des Clusters

I1(0) >t and GD(0) <0
= Endpunkt oder zweiter Punkt
innerhalb des Clusters

GD( gx.y), Ey:2)) =

X Z a
N width
o - [ ")
y.R—X.R
H(y) = cos o( g(x.y), &y.2))
width - width
y.R—x.R y.R-zR
COS ®; = COS @,
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Ubersicht

5.5.1 Clustering kategorischer Attribute

Grundlagen, Algorithmus k-modes

5.5.2 Verallgemeinertes dichtebasiertes Clustering
Grundlagen, Algorithmus GDBSCAN, Beispiele

Grundlagen [Huang 19971
* k-medoid-Algorithmus wesentlich langsamer als k-means- Algorithmus
» k-means-Verfahren nicht direkt fur kategorische Attribute anwendbar

q gesucht ist ein Analogon zum Centroid eines Clusters

* Numerische Attribute
Centroid Xeiner Menge C von Objekten minimiert TD(C,X) = D dist(p,X)
» Kategorische Attribute "<
- Mode m einer Menge C von Objekten minimiert  TD(C,m) = Y dist(p,m)
( m ist nicht unbedingt ein Element der Menge C ) <
« m=(m,, ..., my), dist eine Distanzfunktion fur kategorische Attribute,
#b dist(x,y) = i&(xi, yi) mit 5(xi, yi) = {O’ falls xi=

i=1

1, sonst




Bestimmung des Modes
* Die FunktionTD(C,m) = Zdist(p,m) wird genau dann

peC

minimiert, wenn fur m=(m,, ..., m,) und fur alle Attribute A,
i=1,..,4d, qgilt

Es gibt in A; keinen haufigeren Attributwert als m;

* Der Mode einer Menge von Objekten ist nicht eindeutig
bestimmt.

* Beispiel
Objektmenge {(a, b), (a,0), (c, b), (b,c)}
(a, b) ist ein Mode
(a, c) ist ein Mode

Algorithmus k-modes

* Initialisierung
keine zufallige Partitionierung
sondern k Objekte aus der Datenmenge als initiale Modes

 Cluster-Reprasentanten
Mode anstelle des Centroids

 Distanzfunktion
anstelle der quadrierten euklidischen Distanz
Distanzfunktion fur Datensatze mit kategorischen Attributen




£ | 552 Verallgemeinertes dichtebasiertes EriR i
serews | Clustering LMU .

GROUP

Clustering ausgedehnter Objekte

o .
) L]
. * * .
Mittelpunkt- . .
— . ° . ° L]
Transformation ¢ . .
. . )

Berucksichtigung der Flache und nicht-raumlicher
Attribute

naturlicher Begriff der Verbundenheit
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£ | 5.5.2 Verallgemeinertes dichtebasiertes
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sews | Clustering LMU.:; ol

Algorithmus GDBSCAN isander, Ester, Kriegel & Xu 1998)

Grundidee fiir dichte-basierte Cluster :
“&Nachbarschaft enthilt mindestens MinPts Punkte™

“Distanz < &” “INg | = MinPts”
NPred(0,p) MinWeight(N)
reflexiv, symmetrisch beliebiges Pradikat fiir
fiir Paare von Objekten Mengen von Objekten
Verallgemeinerte Nachbarschaft Verallgemeinerte minimale Kardinalitat
Nyprea(0) = {p | NPred(o, p)} MinWeight(Nypeq(0))

e ~

“NPred-Nachbarschaft hat mindestens das “Gewicht” MinWeight”
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£ | 5.5.2 Verallgemeinertes dichtebasiertes

ssrems | Clustering
GROUP
Beispiele
° ° 9
° .. [ ] .: e o '
° ° \4
e s 0
NPred dist(p,q) <& intersect(p,q) Nachbarzelle und
dhnliche Farbe
MinWeight cardinality(. . .) > MinPoints Summe der Flachen > true
5 % der Gesamtflache
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Algorithmus GDBSCAN

 dasselbe algorithmische Schema wie DBSCAN

- anstelle einer RQ(o,¢)-Anfrage eine Nyp..s-Anfrage
« anstelle der Bedingung [RQ(o0,e)l > MinPts

» das MinWeight-Pradikat auswerten

» Laufzeitkomplexitat O(n log n) bei geeigneter
Unterstutzung der Nyp.,-Anfrage

» Beliebige Nachbarschaftspradikate denkbar
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